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강화학습 모델을 활용한 디지털 롤모델 트윈 연구
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요 약

대중들이 모사하고자 하는 인물을 ‘롤모델’이라고 할 때, 우리는 롤모델에 대한 가치판단 정보를 예측하여 제공

할 수 있는 시스템을 디지털 롤모델 트윈으로 정의한다. 본 논문에서는 강화학습 기법을 사용하여 디지털 롤모델

트윈을 생성하고, 생성된 롤모델 트윈을 사용자의 가치판단에 활용할 수 있는 시스템을 제안한다. 구체적으로 디

지털 롤모델 트윈 생성과정에서는 현재 상황에 대한 맥락 정보와 의사결정 문제를 롤모델에게 제공하고, 각 의사

결정 문제에 대한 롤모델의 선택과 행동을 기반으로 롤모델에 관한 정보와 선호 네트워크를 학습하여 디지털 롤

모델 트윈을 생성한다. 사용자는 생성된 디지털 롤모델 트윈을 사용하여, 자신의 상황에 대한 정보와 롤모델에 관

한 정보를 바탕으로 주어진 의사결정 문제들에 대한 롤모델의 선호도 정보를 얻을 수 있다. 실험을 통해 디지털

롤모델 트윈이 롤모델의 선호도를 적절히 학습하여 롤모델의 선호도 정보를 효과적으로 모사하는 것을 보인다.

키워드 : 강화학습, 딥-Q 러닝, 추천시스템, 디지털 트윈, 롤모델

Key Words : Reinforcement learning, Deep Q-Learning, Recommendation system, Digital twin, Role model

ABSTRACT

In this paper, we define a digital role model twin as a system that can predict and provide value judgment

of a role model, where the 'role model' implies a person the public wants to imitate. To construct digital role

model twins, we propose a system that can learn the value judgment of role models using reinforcement

learning and enables users to utilize the learned value judgment of role models. Specifically, in the procedure

of learning a digital role model twin, decision-making problems are provided to a target role model and the

target role model chooses its behavior to the problems. Then, based on contextual information and the role

model's behaviors, the role model-specific feature information and preference networks are learned to become a

digital role model twin of the target role model. By using the digital role model twin, the users can obtain

information about the role model's preference for behaviors to given decision-making problems and contextual

information. Through experiments, we demonstrate that the digital role model twin learns the role model's

preference appropriately to effectively simulate the role model's preference information.
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Ⅰ. 서 론

과거로부터, 사람들은 닮고자 하는 인물의 행동을

분석하고행동그대로를따라하는등자신의삶을발

전시키기 위해, 타인의 삶의 방식을 배우고 모사하는

경향이있다. 자신이모사하고자하는인물을 ‘롤모델’

이라고칭할때, 현실세계에서롤모델과실제로만나

그들의삶에대해배우기에는환경, 시간적제약이따

른다. 이와 같은 제약으로 모사하고자 하는 롤모델에

대한 정보를 얻기 위해서는 실제로 롤모델을 만나는

것보다 높은 접근성을 가지는 방법이 필요하다.

한편 디지털 트윈이란 현실 세계에서 실존하는 것

을 디지털 공간에 실물과 똑같은 ‘쌍둥이’를 만들고,

이를 이용한 모의실험 등을 통해 실제 생산 이전에

 발생할 수 있는 문제를 찾아내는 등의 기술을 일

컫는 말이다. 현재디지털트윈은인공지능과사물인

터넷 같은 기술이 발전함에 따라 이들을 응용하여 산

업 현장에서 안정성과 생산성을 향상하기 위한 기술

트렌드로 주목받고 있다. 구체적으로 디지털 트윈은

스마트시티등산업전반에걸쳐활용되고있으며항

만, 교통 등 다양한 분야에서도 사용되고 있는 기술

이다[1,2]. 특히 디지털 트윈은 시각화가 중요한 제조

산업 분야로부터 발전되고 있어 가상 모델을 시각화

하는기능이강조되어발전되고있다. 이에사람에대

한 디지털 트윈 분야에서는 대상 그대로 복원하는 기

술에 치중한 신체적인 트윈에 집중하여 연구가 진행

되는 경향이 있다. 이 같은 연구는 특히 의료 분야를

중심으로사람의신체적정보를통해정확한진단, 처

방, 수술을위한시뮬레이션으로주로활용된다[3,4]. 하

지만 실제 사람의 가치판단과 같은 선호도 및 생각,

예측, 판단을 고려하는 모델 구현 측면에서는 여전히

관련연구가부족한실정이다. 따라서사람에대한디

지털 트윈 분야에서 사람의 가치판단을 구현할 수 있

는 기술에 관한 심층적인 연구가 필요하다.

일반적으로 디지털 트윈을 구현하기 위해, 디지털

트윈 생성 기술에서는 모방할 대상의 데이터를 사용

해 디지털 공간에서 실제 원본을 시뮬레이션하는 모

델을 개발한다. 이는 모방할 객체의 데이터와 행위를

디지털 공간에 투영하여 디지털 모델을 만들고, 시뮬

레이션을통해모방대상의상태나행위, 체계를예측

혹은 최적화하고자 한다는 점을 통해 시뮬레이션 모

델에 대응된다[5,6]. 이때 디지털 트윈 구현에 필요한

디지털 모델은 일반적으로 인공지능 기반의 데이터

모델링을통해만들어진다. 최근에는모방할객체로부

터 수집되는 데이터들을 기계학습/인공지능 알고리즘

으로 학습하여 다 계층 인공신경망 형태로 모델링하

고분석및예측, 최적화에활용하는추세가증가하고

있다. 이는 인공지능이나 기계학습을 통해 매우 많은

수치계산을 고속으로 처리하여 실시간 시뮬레이션을

가능하게 한다.

본 논문에서는 앞서 말한 디지털 트윈 및 데이터

모델링 기술을 통해 사람들이 모사하고자 하는 롤모

델을 가상세계에 투영하여 롤모델의 가치판단을 구현

할 수 있는 디지털 롤모델 트윈을 생성하고자 한다.

디지털 롤모델 트윈을 생성하게 되면 가상세계의 특

성으로 인해 롤모델을 직접 만나 정보를 얻는 과정의

환경, 시간 제약이 사라지게 된다. 이에 따라 롤모델

의 접근성이 크게 향상될 것을 기대할 수 있다. 그리

고 롤모델의 시각적 이미지를 그대로 복원하는 것이

아닌, 롤모델의 선호도와 같은 사람의 가치판단을 구

현할 수 있다.

구체적으로 본 논문에서는 상황에 대한 정보와 롤

모델에 대한 정보를 사용하여 강화학습 기법을 통해

롤모델의 선호도와 같은 가치판단을 예측하는 디지털

롤모델 트윈을 생성하는 시스템을 제안한다[7,8]. 그리

고 디지털 롤모델 트윈을 이용해 물리적인 실제 롤모

델과의 직접적인 상호작용 없이도 롤모델의 선호도

정보를 예측하여 사용자가 자신의 가치판단에 활용할

수 있는 시스템을 제안한다.

Ⅱ. 디지털 롤모델 트윈

디지털 트윈은 실제 세계에 존재하는 객체를 디지

털 공간에 모사하여 대상 객체의 특징을 실제 세계로

부터디지털세계로옮기는것이다. 그리고객체의특

징을계속해서동화시키고, 시뮬레이션을통해메커니

즘을 동적으로 모사할 수 있어야 한다[9].

본 논문에서는 디지털 트윈 기술에서 대상 객체를

롤모델로 지정하여 디지털 롤모델 트윈을 구현하고자

한다. 일반적으로 사람의 특성 및 특징은 그 사람의

선호도에따른과거선택과행동을통해유추할수있

다. 따라서 롤모델의 특징은 롤모델의 선호도에 따른

선택과 행동을 반영하여 형성된다. 이렇게 형성된 롤

모델의 특징을 디지털 공간에 투영하여 디지털 롤모

델 트윈을 구현하면, 롤모델이 선호하는 선택과 행동

을예측하는데사용할수있다. 이처럼롤모델의선호

도정보를예측하여제공할수있는디지털트윈을디

지털 롤모델 트윈이라 정의한다.

디지털롤모델트윈을활용하면실제롤모델로부터

정보를얻을때존재했던공간적, 시간적제약이사라
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지게 된다. 그리고 횟수의 제한 없이 사용할 수 있으

며, 다수의 롤모델로부터의 디지털 롤모델 트윈을 생

성하게 된다면 원하는 상황에 맞추어 서로 다른 롤모

델로부터 선호도 정보를 얻을 수도 있다. 이 같은 디

지털 롤모델 트윈의 특징은 사람들이 현실에서 마주

하는 서로 다른 상황에 맞게 롤모델의 선호도 정보를

손쉽게 생성하고 제공함으로써 사람들의 의사결정에

활용할 수 있게 한다. 예를 들어, 인터넷 뉴스를 읽으

려고 할 때 디지털 롤모델 트윈을 활용하면 사용자는

수많은 뉴스 중 자신의 롤모델이 현재 상황에서 가장

선호하는 뉴스를 알 수 있고, 이를 실제 자신의 뉴스

선택에 활용할 수 있다.

Ⅲ. 강화학습 기반 디지털 롤모델 트윈

디지털 롤모델 트윈은 상황에 대한 정보와 과거에

롤모델이 선택했던 정보 및 롤모델에 대한 정보들을

기반으로 롤모델의 선호도를 학습하여 주어진 선택지

에 대한 롤모델의 선호도를 예측하는 기능을 가진다.

이 같은 선호도 예측은 사용자의 순차적인 선택을 기

반으로 사용자가 선호하는 항목을 추천해주는 강화학

습 기반의 추천시스템을 활용하여 달성될 수 있다
[10-13]. 따라서 본 논문에서는 딥 러닝 모델을 이용한

강화학습기반의추천시스템구조[14,15]를바탕으로디

지털 롤모델 트윈 구조를 제안하였다.

제안하는 디지털 롤모델 트윈은 role-model twin

agent, Decision Feature(DF), Context Feature(CF),

Role-model Feature(RF), 선호 네트워크로 구성된다.

Role-model twin agent는 디지털 롤모델 트윈 생성

시 학습하는 주체이자 엔진이다. Decision

Feature(DF)는선택지의핵심키워드와 같이 롤모델의

선택 혹은 행동을 표현하는 의사결정 특징정보이고

Context Feature (CF)는 롤모델에 관한 정보 외에 의

사결정에 영향을 미치는 날씨와 시간과 같은 맥락 정

보이다. 그리고 Role-model Feature(RF)는 과거 롤모

델이 선택했던 의사결정에 대한특징정보와 롤모델의

나이, 성별과 같은 롤모델에 관한 정보로 구성된다.

마지막으로 선호 네트워크(Preference network)는

DF, RF, CF를 바탕으로 롤모델이 어떤 행동이나 선

택을 선호하게 될지 학습하여 선택지에 대한 롤모델

의 선호도를 예측하는 네트워크이다.

디지털 롤모델 트윈은 맥락 정보와 주어진 의사결

정 문제들을 롤모델에게 제공해주고, 각 의사결정 문

제에 대한 롤모델의 선택과 행동을 기반으로 롤모델

에 관한 정보와 선호 네트워크를 학습하는 과정을 반

복하여 생성할 수 있다[16]. 구체적으로 맥락 정보 CF

와 의사결정 특징정보 DF로 이루어진 의사결정 문제

들을 롤모델에게 제공한다. 그리고 롤모델은 자신의

선호도를 기반으로 선택과 행동을 통해 선호 네트워

크와 RF를학습하는 과정을반복한다. 디지털롤모델

트윈이생성되었다면, 사용자는디지털롤모델트윈을

이용하여 주어진 의사결정 문제들에 대한 롤모델의

선호도 정보를 얻을 수 있다. 사용자는 자신의 맥락

정보 CF와 롤모델에 관한 정보 RF를 디지털 롤모델

트윈에 넣어 각 의사결정 문제들에 대한 롤모델의 선

호도 정보를 확인하고 자신의 가치판단에 활용할 수

있다. 본 논문에서는 디지털 롤모델 트윈을 생성하는

과정과 활용하는 과정으로 나누어 설명한다.

3.1 강화학습 기반 디지털 롤모델 트윈 생성과정
디지털롤모델트윈생성은특정롤모델이여러번

에걸쳐주어진여러선택지중선호하는선택지를고

르는 과정을 반복하고 그 롤모델의 선택에 기반을 둔

롤모델의 RF 및선호네트워크를학습하는과정을통

해구현한다. 구체적으로, 총네단계과정인 ‘정보불

러오기’, ‘롤모델에게 제공할 수 있는 선택지 리스트

생성’, ‘선택지 리스트 제공 및 피드백 전달받기’, ‘선

호 네트워크 학습’을 반복하여 이루어진다.

각 과정을 설명하기 전, 시스템의 구성요소와 표기

에대해먼저정리하여설명한다. 디지털롤모델트윈

생성과정에서 매 선택이 이루어지는 단위를 time slot

∈로나타낸다. 디지털롤모델트윈의구성요

소중의사결정특징정보로이루어진롤모델에게제공

할수있는모든선택지를  라고가정할때, 한 time

slot 에서 롤모델에게 제공할 수 있는 선택지들의 집

합을  ⊂로 표기한다. 는 총 의 선택지 개

수를 가지며 각 선택지는 
∈  로

나타낸다. 학습과정에서 의존재하는각선택지를

뽑아 생성한 롤모델에게 제공할 선택지 리스트는 

로표기한다. 선택지리스트 는총 의선택지개

수를 가지며 각 선택지는 
∈  로 나

타낸다. 그리고 디지털 롤모델 트윈의 구성요소 중

time slot 에서 특정 롤모델에 대한 정보 및 과거 롤

모델이선택했던의사결정특징정보를 로나타낸다.

마지막으로 time slot 에서 롤모델의 대한 정보 외에

의사결정에 영향을 미치는 맥락 정보는 로 나타낸

다.

선호도정보를저장하고자하는롤모델들을대상으
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로 디지털 롤모델 트윈 생성과정을 진행하면 각 롤모

델들의디지털롤모델트윈을생성할수있다. 디지털

롤모델 트윈 생성과정을 구체적으로 설명하기 위해,

디지털 롤모델 트윈의 생성 대상을 롤모델 이라고

가정하고롤모델 에대한총네단계의디지털롤모

델 트윈 생성과정을 설명한다.

첫번째 ‘정보불러오기’ 단계는롤모델 에게제

공할선택지리스트 을생성하기위해, 필요한정보

들을 불러오는 단계이다. 선택지 리스트 을 생성하

기 위해서는 time slot 에서 롤모델 에게 제공해

줄수있는선택지들의집합인 , 롤모델 에대한

특징정보인 , 그리고맥락정보 가필요하므로각

각 불러온다.

두 번째 ‘롤모델에게 제공할 수 있는 선택지 리스

트 생성’ 단계는 불러온 정보들인 , , 와 선호

네트워크를 이용하여 의 존재하는 각 선택지에 대

한 롤모델 의 선호도를 확인하고 확인한 선호도를

바탕으로 롤모델 이 선호할 선택지들과 무작위 선

택지들을 확률적으로 뽑아 롤모델 에게 제공할 선

택지리스트 을생성하는 단계이다. 디지털롤모델

트윈의 선호 네트워크를 구성하는 입력 feature들은

롤모델에 관한 정보   
 

 
 와 롤

모델이 과거 선택했었던 의사결정 특징정보

  
로 이루어진 한 time slot 에

서   



∈는롤모델에 대한특징

정보를 의미하고, 한 time slot 에서 맥락 정보는

  
∈ , 그리고 하나의 선택지

 
∈ 이고 출력 값은 주어진 하나의

선택지에 대한 롤모델의 선호도인 ∈로 정의한다
[17]. 여기서 은 롤모델에 대한 정보의 feature 개

수, 는 의사결정 특징정보 feature 개수, 는 롤

모델이 과거 의사결정 했었던 시점들의 feature 개수

이며 는맥락정보 feature 개수를의미한다. ,  ,

는각각입력공간을의미하고 는출력공간을의

미한다. 따라서 각 입력 공간은  
 ,

  
 ,  

 와 같음을 가정할 수 있다.

따라서 우리는 선호 네트워크의 입력 feature들과 주

어진 선택지에 대한 롤모델의 선호도 관계를

 ××→로 정의한다. 정리하면 롤모델 특

징정보 와맥락정보 는강화학습과정에서의상태

(state)에대응되며, 선택지 는행동(action)에대응되

고, 롤모델의 선호도를 예측할 선호도 네트워크에 입

력으로 사용된다.

Time slot 에서선택지들에대한롤모델의선호도

를예측하기위해, 미리불러온정보들인 , , 와

위에서 정의된 선호 네트워크를 이용한다. 선호 네트

워크의 입력 feature는 , , 그리고 선택지들의 집

합 의 존재하는 각 선택지 
이고 출력 값은


∈  로 각 선택지 

에 대한 롤모

델 의 선호도를 의미한다. 따라서 time slot 에서

선호 네트워크  ××→의 관계는 함수


 

로 정의한다. 학습의 주체인

Role-model twin agent는 , , 
을선호네트워크

에 input으로 넣어각선택지 
에대한 롤모델 의

선호도 
 을 얻는다. 모든 선택지에 대한 롤모델 

의 선호도 





 확인이 끝난 후, 선택지 리스

트 을 생성한다. 선택지 리스트 을 생성할 때 학

습 편향을 줄이고 학습의 exploration을 보장하기 위

해, ϵ-greedy 방법을 활용하여 에서 총 개의 선

택지를 뽑는다[7]. ϵ-greedy 방법을 활용하는 이유는

디지털 롤모델 트윈은 롤모델이 선호하는 선택지를

제공해주면서 다양한 선호도 정보를 담아야 하기 때

문이다. 만약 선호도가 높은 선택지 위주로만 제공해

주게 된다면 다양한 선택지에 대한 선호도 정보를 담

을수없고특정선택지들로만편향되어제공될수있

다. 그리고 무작위로만 선택지를 제공해주게 된다면

롤모델 의 선호도를 고려하지 않으므로 롤모델 

이 학습에 참여하게 되는 동기가 없어지는 문제가 생

길수있다. ϵ-greedy 방법을 활용하는 것은 구체적으

로 ϵ확률로는 선택지 집합  에서 임의의 선택지를

뽑고 (1-ϵ) 확률로는 에서선호도가가장높은선택

지를뽑는방법을의미한다. 이때선택지리스트 에

중복된 선택지가 들어가는 것을 방지하기 위해 선택

지를하나씩뽑되이전에뽑히지않은선택지중하나

를 뽑는다. 중복을 방지한 ϵ-greedy 방법을 활용하여

하나씩 선택지를 뽑는 과정을 총 번 반복하여 총

개의선택지를가진선택지리스트 을생성한다.

세 번째 ‘선택지 리스트 제공 및 피드백 전달받기’

단계는 생성된 선택지 리스트 의각선택지를롤모

델 에게 순서대로 전달해주고, 롤모델 은 이를

바탕으로 각각 의사 결정하며 이 결과에 따라 피드백

이 결정되어 불러왔던 정보들과 선택지, 선택지에 대
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한피드백을모두 replay memory 에저장하는단계

이다. 먼저 두 번째 단계에서 생성한 선택지 리스트

의각선택지 
를롤모델 에게 순서대로제공한

다. 롤모델 은받은각선택지 
에대해자신의선

호도에 따라 의사결정을 진행하고 의사결정이 완료되

면의사결정결과가 
에대한피드백정보가된다. 피

드백 정보를 바탕으로 롤모델 이 선택지 
를 선택

했으면 1, 선택하지 않았으면 0으로 decision reward

가 결정된다. 따라서 decision reward는 
∈로

정의한다. 선택지 
에대한롤모델 의피드백전달

및 decision reward가 결정된 후, role-model twin

agent는 
와 

를 비롯해 선호 네트워크 학습에 사

용하게 될 필요한 정보들이 담긴 experience tuple을

replay memory 에 저장해야 한다. 이때 다음 time

slot 에서의 선호도 예측이 필요하고, 이를 위해

서는  , 과 에서의선택지 
에따라변화된

다음 time slot 에서의 이 필요하다. 따라서

role-model twin agent는 학습에 필요한 , , 
,

, ,  ,
를 모두 얻어 (, , 

, ,

,  ,
) experience tuple을 replay memory

에 저장한다. 세 번째 단계를 선택지 리스트 에

존재하는 모든 선택지에 대해 반복 진행하여 모든 선

택지에 대한 experience tuple을 저장한다.

네 번째 ‘선호 네트워크 학습’ 단계는 replay

memory 에 저장되어있는 정보들을 바탕으로 롤모

델 의 선호도를 담도록 선호 네트워크를 학습하는

단계이다. 일반적으로 데이터를 이용하여 네트워크를

학습할 때 전체 데이터에 대한 target value와 네트워

크가 예측한 값의 차이로 손실을 계산하여 다음 네트

워크가중치를업데이트하는방식을사용한다. 그러나

데이터가 많으면 전체 데이터에 대한 손실을 구하는

것이 힘들고 계산량도 많아져 한 번 가중치를 업데이

트할 때 오랜 시간이 걸리게 된다. 이를 해결하기 위

해 mini-batch 학습 방법을 활용한다. Mini-batch 학

습 방법은 전체 데이터에 대해 학습하지 않고 지정한

batch size만큼 나눈 mini-batch sample을 활용하여

학습하는 방법이다. 세번째 단계가 종료되면, 선택지

리스트 의 모든 선택지에 대한 , , 
, ,

,  ,
 정보가 replay memory 에저장된다.

우리는 mini-batch 방법을 활용해 네트워크를 학습하

므로 저장된 experience tuple들 중 batch size 로

나누어 훈련에 사용할 mini-batch sample을 만든다.

Mini-batch sample의 선택지는  , decision reward

는 , 롤모델에 대한특징정보는 , 다음 time step에

서 변화된 롤모델에 대한 특징정보는 ′, 다음 time

step에서 변화된 맥락 정보는 ′, 그리고 target value

를 로 일반화하여 표기한다. 이제 생성한

mini-batch sample의 target value 와 네트워

크가 예측한 값 간의 차이를 계산하여 손실을 계산할

수 있다.

Mini-batch sample의 target value 은선택

지 의 현재 decision reward인 과 reward에 기반한

미래의 롤모델 선호도 기댓값을 총합한 현재와 미래

를 모두 고려하는 롤모델의 누적 선호도 기댓값으로,

아래 수식 (1)과 같이 표현할 수 있다.

 ′′

′∈ ′

arg′′′′

(1)

수식 (1)에서 는네트워크가중치, ′는타겟네트
워크 가중치, 는 discount factor,  ′는 다음 time

step에서 롤모델 에게 제공할 수 있는 선택지들의

집합을 의미한다. 수식 (1)의 을 선호 네트워

크의 학습에 이용하는 것은 의사결정 상황이 동적으

로변화하므로미래의선택에관한고려가없다면, 선

호 네트워크가 현재 의사결정 결과에 따라 편향되게

학습될 가능성이 있기 때문이다. 그리고 수식 (1)에서

는 네트워크 가중치 의 안정적인 학습을 위해 다음

time step에서 롤모델 이 가장 선호할 선택지의 예

측은 네트워크 가중치 를 이용하여 수행하고, 미래

의 롤모델 누적 선호도 기댓값은 네트워크 가중치 

가 아닌 타겟 네트워크 가중치 ′을 이용하여

′′

′∈ ′

arg′′′′와같이계산한다[18].

선호 네트워크가 예측한 선택지 에 대한 롤모델

의선호도는 , , 을입력 feature로사용하여얻

을수있는출력값  이므로 와

선호 네트워크가 예측한 출력 값 의 차이로 손실을

계산하며 손실을 최소화하는 최적의 값을 찾아 다음

네트워크 가중치를 업데이트해야 한다. 이때 손실을

최소화하는 방법으로 경사 하강법을 활용한다. 경사

하강법을 활용하면 와 의 오차를 제곱하는

식을 손실 함수 (2)로 이용하여 경사 하강을 통해 손

실을 최소화하는 최적의 값을 구할 수 있다.
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Algorithm 1

Procedure of the Digital Role-model Twin 
generation

 1: Notations: discount factor  , epsilon   , replay memory 
 , replay memory maximum size    , network parameter 
, target network parameter ′ , role-model feature  , 
context feature  , decision feature  , decision reward  , 
preference list  , training batch size    , target network 
replacement frequency  ′

 2: Initialize 
 3: Initialize ′←
 4: Initialize empty 
 5: for time-slot ∈  do
 6:    Obtain   , ,  ∈
 7:    for ∈   do  ⊲ in parallel

 8:       Set 
∈    



 9:     Calculate output 
∈   using  , , 



10:        
   

 

11:    end for
12:    for ∈   do  

    
     

     
   

13:       Remove  from  

14:        ←  ∪


15:    end for

16:    Obtain   and    ∈  in next time-slot   

17:    for ∈   do

18:       Send 
∈     to Role-model

19:       Receive feedback of 
 from Role-model 

 
∈

20:    end for
21:    Observe    in next time-slot     from the 

feedback  
 of 

’s

22:    for ∈   do

23:      Store tuple    
        

  to  ,  
replacing the oldest tuple if ≥  

24:    end for
25:    Sample a mini-batch of    tuples

   
        

~Unif( )

26:    Construct target values, one for each of the    
tuples:
27:    Define ′  that gives maximum future reward is 

selected according to parameter 
28:       

′∈ 
arg ′ ′ 

29:    Do a gradient descent step with loss  
  

     w.r.t. the network parameter 

30:    Replace target parameters ′  as   every  ′  step
31: end for

표 1. 제안 알고리즘
Table 1. Proposed Algorithm

 (2)

따라서 (2)의 손실 함수를 계산하여 손실을 최소화

하는 네트워크 가중치인 를 업데이트한다. 마지막으

로타겟네트워크 가중치인 ′ 는주기적으로  ′시기
마다 로 바꿔주어 업데이트한다.

롤모델 이첫단계부터네번째단계까지과정을

반복하여 진행한다면 선호 네트워크가 롤모델 의

선호도로 충분히 학습되어 롤모델 의 선호도를 담

은디지털롤모델트윈을생성할수있다. 그리고 time

slot 에서 전체 네단계를다수의롤모델이 병렬적으

로 진행한다면 공통된 선호 네트워크를 공유하는 다

수의 디지털 롤모델 트윈을 동시에 생성할 수 있다.

디지털 롤모델 트윈 생성의 전체 과정에 대한 알고리

즘은 표 1.에서 확인할 수 있다.

3.2 디지털 롤모델 트윈 시스템 구성 및 활용
하나 이상의 디지털 롤모델 트윈이 생성되었다면,

사용자들은 디지털 롤모델 트윈을 자신의 가치판단에

활용할 수 있다. 디지털 롤모델 트윈 활용은 디지털

롤모델 트윈에 존재하는 특정 롤모델이 과거 선택했

었던 의사결정 특징정보 및 롤모델에 관한 특징정보

 , 충분한 학습을 통해 특정 롤모델의 선호도를 담

은선호네트워크와특정롤모델에대한정보외에의

사결정에 영향을 미치는 특징정보  , 의사결정 특

징정보로 이루어진 특정 롤모델의 선호도 정보를 얻

고자 하는 의사결정 문제  ′들로 이루어진 집합
로 구성된다.

디지털 롤모델 트윈 활용은 사용자들이 자신의 컨

텍스트 정보와 특정 롤모델의 선호도 정보를 얻고자

하는 의사결정 문제들을 롤모델들의 각 디지털 롤모

델 트윈을 이용하여 의사결정 문제들에 대한 각 롤모

델의 선호도를 확인하고 이를 자신의 가치판단에 활

용하는 과정으로 구현한다. 디지털 롤모델 트윈 활용

과정을 구체적으로 확인하기 위해, 선호도 정보를 얻

고자하는대상을한명의롤모델 이라고 가정하고

롤모델 의디지털롤모델트윈생성과정을 거쳐 롤

모델 의선호도를충분히학습한디지털 롤모델 트

윈을 생성하였다고 가정한다. 그리고 롤모델 에 대

한 선호도 정보를 얻어 자신의 가치판단에 활용하고

자하는사람을한명의사용자 라고가정한다. 롤모

델 의디지털롤모델트윈에존재하는롤모델 에

대한 특징정보를 , 사용자 가 선호도 정보를 얻고

자하는의사결정문제집합을 , 그리고사용자 의
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그림 1. ‘디지털 롤모델 트윈’ 시스템 활용 구조도
Fig. 1. Structure of utilizing ‘Digital Role-model Twin’
system

맥락 정보를 로 표기한다. 디지털 롤모델 트윈 시스

템구성및활용과정에대한구조도는그림 1에서확

인할 수 있다.

디지털 롤모델 트윈 활용 과정은 총 세 단계 ‘정보

불러오기’, ‘롤모델의 선호도 확인하기’, ‘의사결정상

황에 활용하기’로 이루어진다.

첫 단계 ‘정보 불러오기’ 단계는 사용자 가 롤모

델 의선호도정보를 얻는데필요한특징정보들을

불러오는 단계이다. 롤모델 의 선호도 정보를 얻기

위해서는 롤모델 의 디지털 롤모델 트윈에 저장되

어있는롤모델에대한특징정보인 를비롯해사용자

의 맥락 정보  , 그리고 의사결정 문제 집합 가

필요하다. 이때의사결정문제집합 에존재하는의

사결정문제는총 개라고정의하고, 의사결정문제

집합 에 존재하는 각 의사결정 문제는


∈ 로 정의한다. 두 번째 ‘롤모델

의 선호도 확인하기’ 단계는 ,  , 를 디지털 롤모

델 트윈을 활용해 각 의사결정 문제 

에 대한 롤모

델의 선호도를 확인하는 단계이다. 롤모델 의 디지

털롤모델트윈에는 롤모델 의선호도정보를담은

선호 네트워크가 존재한다. 선호 네트워크의 입력

feature는 불러온 , 와 하나의 의사 결정 문제 


이고 출력 값은 

에 대한 롤모델 의 선호도인


∈ 로 정의한다. 따라서 롤모델

의 선호 네트워크는 함수 




로 정의

한다. 사용자 는불러온 ,  , 를롤모델 의선

호네트워크를활용하여 의존재하는각선택지 


에대한롤모델 의선호도 

를확인한다. 에존

재하는 의사결정 문제는 총 개이므로 총 번 반

복하여 모든의사결정 문제에대한롤모델 의선호

도 





를 모두 확인한다.

세 번째 ‘의사결정 상황에 활용하기’ 단계는 두 번

째단계에서얻은롤모델 의선호도 정보를사용자

가활용하는 단계이다. 사용자 는롤모델 의 디

지털 롤모델 트윈을 활용하여 의사결정 문제들에 대

한롤모델 의선호도 정보를 모두확인하고자신의

의사결정 상황에 활용할 수 있다. 이때, 선호도는 단

순히 예측된 결괏값으로 제공될 수 있을 뿐만 아니라

예측된 결과를 활용하여 다양한 형태로 사용자에게

제공될 수있다. 예를들어, 선호도를 softmax 함수를

사용하여 각각의 의사결정 문제를 선택할 확률로 변

환하여 사용자에게 제공할 수 있다.

디지털 롤모델 트윈의 활용은 사용자가 선호도 정

보를얻고자하는롤모델이다수일때도적용할수있

다. 사용자가 다수의 롤모델의 선호도 정보를 얻고자

한다면 두 번째 단계에서  , , 각 롤모델의 를 각

디지털 롤모델 트윈의 선호 네트워크 입력 feature로

사용하면 각 롤모델의 선호도 정보를 얻을 수 있다.

그리고 다수의 사용자가 다수의 롤모델의 선호도 정

보를 얻고자 할 때 역시 사용자별 와 , 각 롤모델

의 를각디지털롤모델트윈의선호네트워크입력

feature로 사용하면 각 사용자는 의사결정 문제들에

대한 선호도 정보를 얻고자 하는 롤모델들의 선호도

정보를 얻을 수 있다. 더 나아가, 만약 롤모델의 선호

도가 변화하더라도 변화한 선호도를 디지털 롤모델

트윈에적용할수있다. 디지털롤모델트윈을구현한

강화학습은 온라인 학습 특성을 가지므로 디지털 롤

모델트윈을구성하는 와선호네트워크를롤모델의

변화한 선호도에 따른 선택에 따라서 계속 갱신할 수

있다.

Ⅳ. 모의실험

이섹션에서는뉴스추천시나리오를적용한실험을

통해 제안된 강화학습 기반 디지털 롤모델 트윈이 롤

모델의선호도를성공적으로반영하는지확인한다. 뉴

스추천 시나리오는 여러 롤모델들에게 선호 네트워크

를통해예측된각롤모델에게추천하는세개의뉴스

들을 제공해주고 추천받은 뉴스들을 각 롤모델이 자

신의 관심도와 선호도에 따라 뉴스를 선택하여 읽는

과정을 반복하며 진행한다. 선호 네트워크는 각 롤모

델이 과거에 선택했었던 뉴스들의 카테고리 정보인

롤모델 특징정보와 날씨와 같은 맥락 정보를 바탕으
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그림 2. 가상 롤모델 A의 선호도를 고려한 뉴스 카테고리
선택 비율
Fig. 2. Ratio of recommended news category considering
virtual Role-model A’s preference

로 각 롤모델의 뉴스 카테고리에 대한 선호도 정보를

가지도록 학습한다. 선호 네트워크가 충분히 학습되

면, 각롤모델의뉴스카테고리에대한선호도정보를

가진 공통된 선호 네트워크를 공유하는 디지털 롤모

델 트윈들을 동시에 생성한다.

본 실험에서는 뉴스추천 시나리오를 모의할 수 있

는 Python 시뮬레이터를 구현하여 진행하였다. 실제

뉴스들의 카테고리를 분류하여 ‘경제, 사회, 연예, 스

포츠, 날씨’를 만들고 롤모델에게 추천해줄 때 각 카

테고리뉴스들이하나씩존재한다고가정한다. 디지털

롤모델 트윈 생성과정에서 롤모델에게 뉴스를 제공하

고 롤모델이 뉴스를 선택하는 횟수는 충분한 학습을

위해 총 5000번으로 가정한다. 이때, 실제 사람의 선

호도는 정량화하여 평가하기 어려우므로 본 실험에서

는 각자 다른 특정 뉴스 카테고리들을 선호하는 가상

의 롤모델들을 만들어서 활용한다. 각 가상의 롤모델

은 다양한 카테고리를 갖는 실제 뉴스들을 추천받았

을 때, 미리 설정된 선호도에 따라 선호도가 높은 뉴

스 카테고리의 뉴스를 높은 확률로 선택하여 읽도록

한다. 본 실험에서는 총 두 명의 가상 롤모델들을 고

려하며 각각의 롤모델은 총 5개의 뉴스 카테고리 중

각자 두 가지 뉴스 카테고리를 선호한다고 가정한다.

각가상의롤모델은특정뉴스가주어질때, 해당하는

뉴스가 선호하는 카테고리의뉴스라면 80%의확률로

선택하여읽고, 그외의뉴스카테고리들은 20%의확

률로선택하여읽는다고가정한다. 이때두명의가상

롤모델들을 A, B로 표현하고 가상 롤모델 A는 뉴스

카테고리 경제와 사회를, 가상 롤모델 B는 연예와 스

포츠를 선호한다고 가정한다. 그리고 본 실험에서 맥

락 정보로 날씨를 고려한 ‘맑음, 흐림, 바람, 눈/비’로

구성된네가지의상황을설정하고, 해당정보가뉴스

를추천할때마다변화한다고가정한다. 만약맥락정

보가 눈/비가 오는 날씨일 경우에는 가상 롤모델들이

날씨에 관한 뉴스 카테고리를 가장 선호하여 선택해

읽는다고 가정한다.

본 실험에서 가상 롤모델이 뉴스를 선택하여 읽으

면 decision reward는 1로결정되고, 읽지 않으면 0으

로 결정된다. 또한, 특수한경우의선호도에 가중치를

두는 경우를 확인하기 위하여, 눈/비가 오는 날씨일

때 뉴스 카테고리 5번을 선택하여 읽는다면, decision

reward는 기존의 decision reward의 두 배로 결정한

다. 롤모델에 대한 특징정보는 최근 10일 동안 가상

롤모델이 선택했었던 뉴스 카테고리들로 이루어진다.

실험은 DDQN 구조에 따르며, 64의 노드를 가지는

세 개의 hidden layer들로 구성된 fully-connected

neural network를 사용한다. 그리고 활성화 함수는

ReLU를 사용하였고, 학습률은 , 선호 네트워크

의 타겟 네트워크 가중치 업데이트 간격은 20, 선호

네트워크 학습에 사용되는 batch size는 32로 설정하

였다. 이때 학습에 사용할 batch sample은 가상 롤모

델에 대한 특징정보, 맥락 정보, 가상 롤모델이 추천

받은 뉴스 카테고리, 추천받은 뉴스 카테고리에 대한

가상 롤모델의 선택에 따른 decision reward, 다음

time step에서 변화한 가상 롤모델에 대한 특징정보,

다음 time step의맥락정보, 다음 time step에서가상

롤모델에게 가장 추천하는 뉴스카테고리로 이루어진

다.

가상롤모델들의선택을바탕으로선호네트워크를

학습하여 각 디지털 롤모델 트윈을 생성한 후, 각 디

지털 롤모델 트윈이 롤모델의 선호도를 성공적으로

반영하는지 확인하기 위해 생성된 각 디지털 롤모델

트윈에 해당하는 롤모델에 관한 특징정보와 새로운

맥락 정보들을 바탕으로 뉴스 카테고리들에 대한 롤

모델의 선호도를 예측하여 가장 높은 선호도를 갖는

뉴스 카테고리 두 가지를 선택한다. 이 같은 과정을

총 1000번반복하여결과를평균내어 각카테고리가

선택받은 비율을 보인다. 각 실험의 variance를 낮추

기 위해, 총 5번의 실험을 통하여 평균 낸 결과를 사

용하였다.

날씨 특징정보가 눈/비가 아닌 상황에서 디지털 롤

모델트윈을이용하여각롤모델별가장높은선호도

를보이는두가지카테고리를누적저장한결과를그

림 2, 그림 3에나타내었다. 그림 2를확인하면, 눈/비

가아닌상황에서가상롤모델 A는경제와사회뉴스

카테고리를 선호할 것으로 예측한 것을 확인할 수 있

다. 그리고그림 3을확인하면, 마찬가지로눈/비가아

닌상황에서 가상 롤모델 B는연예와스포츠뉴스카

테고리를 선호할것으로예측한것을확인할수있다.
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그림 3. 가상 롤모델 B의 선호도를 고려한 뉴스 카테고리
선택 비율
Fig. 3. Ratio of recommended news category considering
virtual Role-model B’s preference

그림 4. 눈/비 날씨 정보를 줬을 때 가상 롤모델 A의 선호
도를 고려한 뉴스 카테고리 선택 비율
Fig. 4. Ratio of recommended news category considering
virtual Role-model A’s preference with rain/snow weather
conditions

그림 5. 눈/비, 날씨 정보를 줬을 때 가상 롤모델 B의 선호
도를 고려한 뉴스 카테고리 선택 비율
Fig. 5. Ratio of recommended news category considering
virtual Role-model B’s preference with rain/snow weather
conditions

눈/비날씨맥락정보가주어진상황에서디지털롤

모델트윈을이용하여각롤모델별가장높은선호도

를가지는두가지카테고리를누적저장한결과를그

림 4, 그림 5에 나타내었다.

그림 4를 확인하면, 눈/비 날씨가 진행되는 상황에

서는 경제와 사회 뉴스 카테고리를 추천하되 날씨에

관한 뉴스 카테고리를 가장 많이 추천해준 것을 확인

할수있다. 이때, 눈/비날씨정보가주어진환경에서

는날씨 뉴스에 더큰가중치를주었던 대로, 다른뉴

스에 비해 날씨 뉴스가 더 높은 선택 비율을 갖는 것

을 확인할 수 있다.

그리고 그림 5를 확인하면, 그림 4와 유사하게 연

예와 스포츠 뉴스 카테고리를 추천하되 마찬가지로

날씨에 관한 뉴스 카테고리를 가장 많이 추천해준 것

을 확인할 수 있다. 이 같은 결과는 앞서 시나리오에

서 가정한 각 가상 롤모델의 뉴스 카테고리 선호도와

같은 경향을 띠며, 눈/비와 같이 주어진 맥락 정보를

적절히고려하여추천해주는것을확인할수있다. 따

라서 디지털 롤모델 트윈이 주어진 상황을 고려하며

롤모델의 선호도를 적절히 학습해서 롤모델의 선호도

정보를 예측하는 것을 확인할 수 있다.

다음으로 디지털 롤모델 트윈이 실제 사용자에게

활용되는상황에서의추천정확도를확인한다. 디지털

롤모델 트윈의 성능평가를 위해 디지털 롤모델 트윈

과 비교할 총 세 가지의 모델들을 구현하고 뉴스추천

시나리오와 같은 도구, 환경, 뉴스 데이터 및 선택/추

천횟수로실험을진행하였다. 비교를위한추천정확

도는 아래 수식과 같이 정의한다.

추천정확도롤모델 선호 카테고리 총 개수
롤모델 선호 카테고리 중 추천된 개수

추천정확도를비교할때맥락정보에따른성능을

확인하기위해모델별로눈/비가오는날씨와눈/비가

오지않는날씨의추천정확도결과를비교한다. 디지

털롤모델트윈과비교할각모델의정의는다음과같

다.

Random : 가상 롤모델에게 매번 세 개의 무작위

뉴스카테고리를추천해주는모델이다. 무작위추천이

므로 추천 정확도의 하한성능으로 고려된다.

NC-DRT(No Context – Digital Role model

Twin) : 상황에대한정보를제외한디지털롤모델트

윈 생성/활용 과정을 가지는 모델이다. 맥락 정보를

학습 과정에 이용하는 것에 영향을 확인하기 위해 고

려한다.

IS-DRT(Interval State- Digital Role model Twin):

디지털 롤모델 트윈과 같은 생성/활용 과정을 가지지

만, 생성/활용에 이용되는 롤모델에 관한 정보(RF)의

업데이트가 매번 이루어지지 않고 주기적으로 한 번

씩만이루어진다. 구체적으로 IS-DRT() 모델은전

체 생성과정 중 총 번의 업데이트가 이루어지는

모델을의미하며, RF 업데이트의중요성및업데이트
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눈/비가 오지

않을 때
눈/비가 올 때

DRT 99.565% 99.180%

NC-DRT 99.500% 90.310%

IS-DRT(10) 82.515% 81.343%

IS-DRT(30) 85.685% 94.725%

IS-DRT(100) 94.725% 93.113%

Random 59.000% 60.200%

표 2. 뉴스 시나리오에서 모델별 추천 정확도 비교
Table 2. Results of modified recall accuracy of each
model in news scenario

그림 6. 학습률에 따른 이동 평균 손실
Fig. 6. The moving average loss of each learning rate

횟수의 영향을 확인하기 위해 고려한다.

각모델의추천정확도실험결과는표 2.에서확인

할 수 있다. 먼저 눈/비가 오지 않는 날씨일 때, 디지

털 롤모델 트윈은 롤모델의 선호도를 적절히 학습하

여 롤모델이 가장 선호하는 선택지들만 추천해주므로

약 99% 이상의추천정확도를보인다. NC-DRT 모델

은 상황에 대한 정보를 제외하고 오로지 롤모델의 선

호도로만학습하므로, 맥락정보가고정된상황에서는

디지털롤모델트윈과거의같게약 99%의추천정확

도를보여준다. IS-DRT 모델들의경우디지털롤모델

트윈과 같은 방식으로 학습하였지만, 롤모델에 관한

정보와 맥락 정보가 매우 적게 업데이트되므로 디지

털롤모델트윈에비해추천정확도가저하된것을확

인할 수 있다. IS-DRT(10)은 전체 학습 기간 5000번

중총 10번만업데이트하는 모델로 약 82%의정확도

를보인다. IS-DRT(30)은총 30번만업데이트하는모

델로 약 85%의 정확도를 보인다. 마지막으로 총 100

번의 업데이트 하는 모델인 IS-DRT(100)은 다른

IS-DRT 모델들에 비해 높아진 약 94%의 추천 정확

도를 보인다. Random 모델의 경우 가상 롤모델의 선

호도나 상황과 무관하게 다섯 개 뉴스 카테고리들 중

무작위로세가지의뉴스카테고리들을추천해주므로,

추천 정확도는 약 59%인 것을 확인할 수 있다. 정리

하면 간단한 뉴스 시나리오에서 맥락 정보가 고정되

어있는 눈/비가 오지 않는 날씨일 때, 디지털 롤모델

트윈과 NC-DRT 모델이 약 99%의 매우 높은 추천

정확도를 보인다.

눈/비가오는특수한맥락정보가있는상황일때는

가상의 롤모델들이 기존의 선호 카테고리들과 날씨

카테고리를 함께 선호하게 된다. 디지털 롤모델 트윈

은 롤모델의 선호도와 상황에 따른 선호도를 모두 적

절히학습하므로여전히약 99% 이상의매우높은추

천정확도를보인다. 하지만특수한맥락정보가있는

상황에서, 맥락정보를 생성/활용과정에 포함하지 않

는 NC-DRT 모델은맥락정보를 학습하지않기때문

에 맥락 정보가 고정되어있는 상황에서의 추천 정확

도보다조금저하된약 90%의추천 정확도를보인다.

IS-DRT 모델들은각각맥락정보가고정되어있을 때

와 비슷한 추천 정확도를 보인다. 구체적으로

IS-DRT(10) 모델은 약 81%, IS-DRT(30)는 약 86%,

IS-DRT(100)는 약 93%의 추천 정확도를 보인다.

Random 모델의경우맥락정보가고정되어있는상황

과마찬가지로약 60%의추천정확도를보인다. 정리

하면 디지털 롤모델 트윈이 다른 모델들에 비교하여

상황에 따라 적절히 가상 롤모델의 선호도를 학습하

여모든상황에서매우높은추천정확도를보이는것

을 확인할 수 있다.

더나아가 IS-DRT 각모델및디지털롤모델트윈

의추천정확도를비교하면롤모델특징정보 RF의업

데이트 횟수에 따라 추천 정확도의 차이가 있는 것을

확인할 수 있다. IS-DRT(10), IS-DRT(30),

IS-DRT(100), DRT 순으로 상태에 대한 업데이트 횟

수가많아지며추천정확도역시높아진다. 이를통해

디지털롤모델트윈의구성요소중 RF 업데이트횟수

와 같은 변수가 추천 정확도의 차이를 만든다는 것을

확인할 수 있다.

마지막으로 강화학습 기반 디지털 롤모델 트윈의

생성과정 학습 손실 값을 통해 디지털 롤모델 트윈의

수렴성을확인한다. 롤모델의선호도를학습하는데활

용되는 학습률을 각각 , , , 로 설

정하고 50000회의 학습을 진행하며 학습 손실 값을

이동 평균하여 그림 6.에서 비교하였다. 그림 6.를 확
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인하면, 모든학습률에대해손실값들이충분히작은

값을 달성하며, 학습이 진행됨에 따라 모든 학습률의

손실값들이점차수렴한다. 이실험을통해강화학습

을 이용한 디지털 롤모델 트윈 시스템의 수렴성을 확

인할 수 있다.

Ⅴ. 결 론

본 논문에서는 강화학습 기법을 이용하여 디지털

롤모델 트윈을 생성하고, 이를 사용자가 자신의 가치

판단에 활용할 수 있는 시스템을 구현하였다. 그리고

실험을 통해 디지털 롤모델 트윈을 선호도에 기반을

둔뉴스추천시스템에서활용할수있음을보였다. 제

안한 디지털 롤모델 트윈을 사용하면 주어진 의사결

정 문제에 대한 롤모델의 선호도 정보를 예측하고 롤

모델의 선호도 정보를 얻고 싶은 사람에게 제공할 수

있다.

하지만 제안한 디지털 롤모델 트윈은 롤모델의 선

호도 정보를 학습하기 위해 롤모델이 직접 선택지를

고르는행위를여러번반복해야하고, 특정한서비스

및시나리오에적용할 수있도록구현된 단점이 있다.

따라서 향후 연구 방향으로 적은 롤모델의 선택 데이

터로도 롤모델의 선호도를 학습하고, 범용적인 환경

및서비스에서활용될수있는디지털롤모델트윈연

구가 고려될 수 있다. 구체적으로 전이학습과 메타러

닝 등의 기법을 활용하면 롤모델에 관한 다른 분야에

서의 정보 혹은 롤모델과 비슷한 다른 사람들의 선호

도 데이터를 사용하여 매우 적은 선택 데이터로도 디

지털 롤모델 트윈이 롤모델의 선호도 정보를 학습하

여 다양한 분야에 대한 디지털 롤모델 트윈을 생성할

수 있을 것으로 기대된다.
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